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Resumo

- Inferéncia exacta por enumeracao
- Inferéncia exacta por eliminacao de variaveis
- Inferéncia aproximada por simulacao estocastica



Tarefas de inferéncia

- Interrogacoes simples: calcular distribuicao marginal a
posteriori P(X|E=e)
« e.9., P(NoGas|Gauge=empty, Lights=on, Starts=false)
- Interrogacoes conjuntivas:
P(X,X|E=¢) = P(X,[E=¢)P(X|X,E=¢)
- Decisoes optimas: redes de decisao incluem informacao

de utilidade; inferéncia probabilistica necessaria para
P(outcome|action,evidence)

- Valor da informacao: que evidéncia procurar a seguir?

- Analise de sensibilidade: quais os valores de
probabilidade mais criticos?

- Explicacao: por que € que preciso de um novo motor de
arranque?



Inferéncia probabilistica

- Habitualmente, estamos interessados na
- distribuicao conjunta a posteriori da variavel interrogada X
- dados valores especificos “e” para as variaveis evidéncia E
- Onde Y sao as variaveis ocultas

- A consulta pode ser obtida somando as probabilidades
conjuntas tendo em conta as variaveis ocultas:

P(X E = e) - aP(X,E - e) - aEyP(X,E —eY = y)

- Problemas 6bvios:
- 1) Complexidade temporal pior caso O(d") em que d é a maior aridade

- 2) Complexidade espacial O(d") para armazenar a distribuicdo
conjunta

- 3) Como encontrar os valores para O(d") entradas???



Inferéncia por enumeracao

- Forma relativamente inteligente de somar variaveis da distribuicao conjunta
sem necessitar de construir a sua representacao explicita

- Interrogacao simples na rede do assaltante: @
P(B|j,m) K @

=P(B,j,m)/ P(j.m)
=aP(B,j,m) @ﬁ@
a3, 3, P(Beain

- Rescrever entradas da distribuicao conjunta recorrendo ao produto de
entradas da tabela de probabilidade condicional (CPT):

P(B|j,m)
=a2 E P( )P(e) (a|B e)P( a)P(m|a)
=aP( )E P(e)z P(a|B e)P( )P(m|a) (D



Inferéncia por enumeracao
P(51jm)=ap(8) 3, P(¢) 3, Plal )11} () 0

- Fazendo B=true em (1) (ignorando a):

P(B - true)zee{true,false}P(E - e)zae{true,false}P(A =a|B=true,
E= e)P(J =true| A= a)P(M =true| A= a)

—0.001x [0.002 x (0.95 x0.9%0.7+0.05x0.05 x 0.01) +
0.098(0.94 x0.9%0.7+0.06%0.05 x 0.01)] =0.000592243

- Fazendo B=false em (1) (ignorando a):

P(B - false)zee{tme,false}P(E - e)EaE{true,false}P(A =a|B= jalse,
E= e)P(J =true| A= a)P(M =true| A= a)

=0.999 x [0.002 x (0.29 x0.9%0.7+0.71x0.05 x 0.01) +

0.098(0.001 x0.9%x0.74+0.999%x0.05x 0.01)] =0.001491858
- Normalizando:

P(B = true | J = true,M = true) = 0.000592243 / (0.000592243 + 0.001491858) —0.284171835
P(B = false|J = true,M = true) —0.001491858/ (0.000592243+ 0.001491858) ~0.715828165



Algoritmo de enumeracgao

function ENUMERATION-ASK(X, e, bn) returns a distribution over X
inputs: X, the query variable
e, observed values for variables E
bn, a Bayesian network with variables {X} U E U Y

Q(X) « a distribution over X, initially empty
for each value z; of X do

extend e with value z; for X

Q(z;) «— ENUMERATE-ALL(VARS[b7], €)
return NORMALIZE(Q(X))

function ENUMERATE-ALL(vars,e) returns a real number
if EMPTY?(vars) then return 1.0
Y« FirsT(vars)
if Y has value y in e
then return P(y | Pa(Y)) x ENUMERATE-ALL(REST(vars),e)
else return =, P(y | Pa(Y)) x ENUMERATE-ALL(REST(vars),e,)
where e, is e extended with ¥ = y




Arvore de avaliacio
P(51 1) - cp(5) 5, P(e] 3, Plo 5.) (1))

- Enumeracgao recursiva em profundidade primeiro: espaco O(n), tempo O(d")

- Enumeracao ¢ ineficiente: calculos repetidos
- e.g., calcula P(j|a)P(m|a) para cada valor de ¢

P(b)

001 Arvore para o caso de B = frue

P(e) P(=e)

998

P(alb,e) P(—alb,e) P(—alb—e)

P(alb,—e)
94

P(jla) P(jl=a) P(jla) P(jl—a)
.90 .05 .90 .05
O @, O O
P(mla) P(ml=a) P(mla) P(ml=a)
.70 .01 .70 .01




Inferéncia por eliminagcao de variaveis

- Eliminagao de variaveis: efectuar somatorios da direita para a esquerda,
armazenando resultados intermédios (factores) para evitar recomputacao

P(5.m)-
- aP(5),P(e) 3, Ple B.) (1) Pl
=aP(B eP(e aP(a|B e)P(j|a)fM(a)
=oP(B P (a|B e)fj(a)fM a)

Q
~

2.70¢)2
2eP(e) 24P
B) 2. Ple)2
2
Iz

eP(e\ fZJM(B,e) (soma-se A)

B) (soma-se E)

EAIM (

=/, (B) frum (B)

\



L
Eliminacao de variaveis: operacoes
basicas
- Somar para eliminar a variavel de um produto de factores:

- deslocar todos os factores constantes para fora do somatorio
- adicionar sub-matrizes no produto pontual dos factores restantes

Exfl XX f =f1x“'xfz'2xfi+1x'“xfk = fixx fx [y

assumindo que f,,...,f; nao depende de X
- Produto pontual dos factores f; e f.:
1 XV 1o Vi) X oV 1o Vi Z oo Z))
=X s Xy Y s Vi Z 1yeesZ)
- E.qQ., fi(a,b) %f,(b,c)=f(a,b,c)



Algoritmo de eliminacao de variaveis

function ELIMINATION-ASK(X, e, bn) returns a distribution over X
inputs: X, the query variable
e, evidence specified as an event
bn, a belief network specifying joint distribution P( X1, ..., X},)

factors —[|; vars<— REVERSE(VARS[bn])
for each varin vars do

factors — [MAKE-FACTOR(var, e)|factors]

if var is a hidden variable then factors<« SuM-OuUT(var, factors)
return NORMALIZE(POINTWISE-PRODUCT(factors))




L
Algoritmo de eliminacao de variaveis:

exemplo ®
- Variavel de Interrogacao: Burglary }Z\:{
- Evidéncia: JohnCalls=true, MaryCalls=true @ @

- Ordenacao da variaveis (das folhas para a raiz): M, J, A, B, E
- Factores: []



Algoritmo de eliminacao de variaveis:
exemplo ®

- Variavel de Interrogacao: Burglary }Z\:{
- Evidéncia: JohnCalls=true, MaryCalls=true @ @

- Ordenacao da variaveis (das folhas para a raiz): M, J, A, B, E
- Factores: [f,,(4)]

- Factor da variavel M: f,,(4)=P(M=true|A)

true 0.70
false 0.01



Algoritmo de eliminacao de variaveis:
exemplo ®

- Variavel de Interrogacao: Burglary }Z\:{
- Evidéncia: JohnCalls=true, MaryCalls=true @ @
- Ordenacao da variaveis (das folhas para a raiz): M, J, A, B, E

- Factores: [f,(4),f,,(4)]

- Factor da variavel J: f,(4)=P(J=true|A)

true 0.90 true 0.70
false 0.05 false 0.01



Algoritmo de eliminacao de variaveis:
exemplo ®

- Variavel de Interrogacao: Burglary }Z\:{

- Evidéncia: JohnCalls=true, MaryCalls=true @ @
- Ordenacao da variaveis (das folhas para a raiz): M, J, A, B, E

- Factores: [f,(4,B,E).f (A),f,,(A)]

- Factor da variavel A: f,(4,B,E)=P(A|B,E)
ERERERyY

true true true 0.95 true 0.90 true 0.70
true true  false 0.94 false 0.05 false 0.01
true false true 0.29

true  false false 0.001

false  true true 0.05
false true false 0.06
false false true 0.71

false false false 0.999



L
Algoritmo de eliminacao de variaveis:

exemplo ®
- Variavel de Interrogacgao: Burglary }Z\:{

- Evidéncia: JohnCalls=true, MaryCalls=true @ @
- Ordenacao da variaveis (das folhas para a raiz): M, J, A, B, E

- Factores: [f,(A,B,E),f (A).f,,(A)]

- Como a variavel 4 é oculta vai-se elimina-la (através da soma). Para
ISSO € necessario:
- Efectuar o produto pontual dos factores que tém o parametro 4

Jama(A,B,E)=4(4,B,E) Xf,(4) *fy,(4)

- Eliminar a variavel A obtendo o factor /;,,(B,E)



Algoritmo de eliminacao de variaveis:
exemplo ®

- Variavel de Interrogacao: Burglary }Z\:{

- Evidéncia: JohnCalls=true, MaryCalls=true @ @
- Ordenacao da variaveis (das folhas para a raiz): M, J, A, B, E

- Factores: [f,(4,B,E).f (A),f,,(A)]

- Produto pontual: Jioi(A.B.E)=f(A,B,E) Xf,,(4)
T D)=L o(A) *fru(A)

true 0.90 x  true 0.70 = true 0.90%0.70=0.63
false 0.05 false 0.01 false 0.05x%0.01=0.0005



L
Algoritmo de eliminacao de variaveis:

exemplo ®
- Variavel de Interrogacgao: Burglary }Z\:{

- Evidéncia: JohnCalls=true, MaryCalls=true @ @
- Ordenacao da variaveis (das folhas para a raiz): M, J, A, B, E

- Factores: [f,(4,B,E).f (A),f,,(A)]

- Produto pontual: Jao(A.B.E)=f4(4,B,E) %f ,(4)

a8 | E LB I A I V7Y R

true  true  true 0.95 x  true 0.90x0.70=0.63 = true true true 0.95%0.63=0.5985
true  true false 0.94 false  0.05x0.01=0.0005 true true false 0.94x0.63=0.5922
true false true 0.29 true false true 0.29x0.63=0.1827
true false false 0.001 true false  false 0.001x0.63=0.00063
false true true 0.05 false true true 0.05x0.0005=0.000025
false true false 0.06 false true false 0.06x0.0005=0.00003
false false true 0.71 false false true 0.71x0.0005=0.000355

false false false 0.999 false false false  0.999x0.0005=0.0004995



L
Algoritmo de eliminacao de variaveis:

exemplo ®
- Variavel de Interrogacgao: Burglary }Z\:{
Evidéncia: JohnCalls=true, MaryCalls=true @ @
Ordenacgéao da variaveis (das folhas para a raiz): M/, J, A, B, E

Factores: [f;,,(B,E)]

Eliminagao por soma da variavel A: f;,,,(B,E)

(IEEAVYTYE | VR

true true true 0.5985 true true 0.5985+0.000025=0.598525
SUM, true true  false 0.5922 - true false 0.5922+0.00003=0.59223

true false  true 0.1827 false true 0.1827+0.000355=0.183055

true false false 0.00063 false false 0.00063+0.0004995=0.00113

false true true 0.000025
false true  false 0.00003
false false  true 0.000355
false false false  0.0004995




Algoritmo de eliminacao de variaveis:
exemplo

®
- Variavel de Interrogacao: Burglary }Z\:{
- Evidéncia: JohnCalls=true, MaryCalls=true @ @

- Ordenacao da variaveis (das folhas para a raiz): M, J, A4, B, E
- Factores: [f,(B).f;,,/(B.E)]

- Factor da variavel B: f,(B)=P(B)
RN ENEENYYE

true 0.001 true true

0.598525
false 0.999 true false 0.59223
false true 0.183055

false false 0.00113



Algoritmo de eliminacao de variaveis:
exemplo

®
- Variavel de Interrogacao: Burglary }Z\:{
- Evidéncia: JohnCalls=true, MaryCalls=true @ @

- Ordenacao da variaveis (das folhas para a raiz): M, J, A, B, E
- Factores: [f.(E).f3(B).f ; (B, E)]

- Factor da variavel E: f,(E)=P(E)
RN ENEENYYE

true 0.002 true 0.001

true true 0.598525
false 0.998 false 0.999 true false 0.59223
false true 0.183055

false false 0.00113



Algoritmo de eliminacao de variaveis:
exemplo ®

- Variavel de Interrogacao: Burglary }Z\:{

- Evidéncia: JohnCalls=true, MaryCalls=true @ @
- Ordenacao da variaveis (das folhas para a raiz): M, J, A, B, E

- Factores: [f,(B).f:1(B.E)]

- Eliminacao da variavel E: f;;,,(B)=SUM(f(E) *f ; (B, E))
ENNEVVYE WY

true 0.002 x frue true 0.598525 = true

true 0.002x0.598525=0.001197

false  0.998 true  false 0.59223 true false 0.998x0.59223=0.591046
false  true 0.183055 false true 0.002x0.183055=0.000366

false false 0.00113 false  false 0.998x0.00113=0.001127



Algoritmo de eliminacao de variaveis:
exemplo ®

- Variavel de Interrogacao: Burglary }Z\:{

- Evidéncia: JohnCalls=true, MaryCalls=true @ @
- Ordenacao da variaveis (das folhas para a raiz): M, J, A, B, E

- Factores: [f,(B).f:1(B.E)]

- Eliminacgao da variavel E: f;;,,,(B)=SUM (f:(E) *f 1 (B, E))

s ecso BN o s
true true 0.002x0.598525=0.001197 true 0.001197+0.591046=0.592243
SUM; true false 0.998x0.59223=0.591046 - false 0.000366+0.001127=0.001493
false true 0.002x0.183055=0.000366
false false 0.998%0.00113=0.001127




Algoritmo de eliminacao de variaveis:
exemplo ®

- Variavel de Interrogacao: Burglary }Z\:{

- Evidéncia: JohnCalls=true, MaryCalls=true @ @
- Ordenacao da variaveis (das folhas para a raiz): M, J, A, B, E

- Factores: [f,(B).f:1(B.E)]

- Factores finais:

EEN7E R

true 0.001 true 0.592243
false 0.999 false 0.001493



Algoritmo de eliminacao de variaveis:
exemplo ®

- Variavel de Interrogacao: Burglary }Z\:{

- Evidéncia: JohnCalls=true, MaryCalls=true @ @
- Ordenacao da variaveis (das folhas para a raiz): M, J, A, B, E

- Factores: [f,(B).f:1(B.E)]

- Calculos finais: f3;;1,(B)=f3(B) *fzim(B)
EENTE BRI KT

true 0.001 x ftrue 0.592243 = frue  0.001x0.592243=0.000592243
false  0.999 false  0.001493 false  0.999x0.001493=0.001491858

- Resultado: P(B|JohnCalls=true,MaryCalls=true)=Normalize(f3z i ;,,(B))
5| PBUmmeM=me |
true 0.000592243/(0.000592243+0.001491858) = 0.284172
false 0.001491858/(0.000592243+0.001491858) = 0.715828



Variaveis Irrelevantes
JG

- Considere-se a interrogagao P(JohnCalls|Burglary =true) ﬁ@
O]
P(J|b)=aP(b)EeP(e)EaP(a|b,e)P(J|a)EmP(m|a)

- Asoma de m éigual 1; M é irrelevante para a interrogacao
- Teorema 1: Y é irrelevante a nao ser que Y € Ancestors({X} U E)

- Fazendo X =JohnCalls, E={Burglary}, € Ancestors({X} U E) =
{Alarm, Earthquake} conclui-se que M é irrelevante

- (Compare-se com o método de encadeamento para tras a partir da
interrogacao em KBs de clausulas de Horn)



Complexidade da inferéncia exacta

- Redes singularmente conexas (ou polytrees):
- quaisquer dois nos estao ligados no maximo por um caminho (ndo dirigido)
- complexidade temporal e espacial da eliminacao de variaveis é O(dn)

- Redes multiplamente conexas:
- Exponencial, no pior caso, tanto a complexidade temporal como a espacial
- pode-se reduzir 3SAT a inferéncia exacta = NP-dificil
- equivalente contar modelos 3SAT = #P-completo

0.5 0.5 0.5 0.5

1. AvBv_C
2. CvDv-A
3. BvCv-D




Inferéncia por simulacao estocastica

- ldeia basica:
1. Efectuar N amostras de uma distribuicdo de amostragem S
2. Calcular um probabilidade a posteriori aproximada P
3. Mostrar que processo converge para a probabilidade real P
- Métodos:

- Amostragem a partir de uma rede vazia

- Amostragem por rejeicao: rejeitar amostras que nao estao de
acordo com evidéncia

- Pesagem por verosimilhanca: utilizar evidéncia para pesar
amostras

- Markov chain Monte Carlo (MCMC): amostrar a partir de um
processo estocastico cuja distribuicao estacionaria € a
probabilidade a posteriori real



Amostragem a partir de uma rede vazia

function PRIOR-SAMPLE(bn) returns an event sampled from bn
inputs: bn, a belief network specifying joint distribution P( Xy, ..., X},)

X «— an event with n elements
for: = 1tondo
z; < a random sample from P(X; | parents(X;))
given the values of Parents(X;) in x
return x




Exemplo

@!
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F F 01
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T | .80
F | .20




Exemplo
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Exemplo
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Exemplo

@!

P(SIC)

—

10
50

P(C)

50

P(RIC)

.80
20

P(WIS,R)

m T 3| W

99
90
90
01




Exemplo
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Exemplo

@!

P(SIC)

T

10
50

P(C)

50

C |P(RIC)
T | .80
F | .20

S R [P(WIS,R)
T T 99
T F 90
F T 90
F F 01




Exemplo

C |P(SIC)
T | .10
F | .50

P(C)

50

-

N
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Amostragem a partir de uma rede vazia

- Probabilidade de PRIORSAMPLE gerar um acontecimento particular

AY (xl,...,xn) = n;P(xi | Parents(Xl.)) = P(xl,...,xn)

- i.e., a probabilidade a priori real
. Eg Sps(t.fitt) = 05><09><08><09 0.324 = P(t.f1.1)

- E expectavel que este numero, como fraccado do total, convirja no limite para o
seu valor esperado de acordo com a probailidade da amostragem:

lim N, ( .,xn)/N=SPS(xl,...,xn)=P(x1,...,xn)

N—

- Diz-se que esta estimativa (derivada de PRIORSAMPLE) € consistente

PS

P(xl,...,xn) ~N (xl,...,xn)/N = ﬁ(xl,...,xn)

- onde = significa que a probabilidade estimada se torna exacta no limite de amostras grandes.



B
Amostragem por rejeicao

. '15(X e) estimado a partir das amostras que concordam com e

function REJECTION-SAMPLING(X, e, bn, N) returns an estimate of P(X|e)
local variables: N, a vector of counts over X, initially zero

for j=1to Ndo
X « PRIOR-SAMPLE( bn)
if x is consistent with e then
N[z] « N[z]+1 where z is the value of X in x
return NORMALIZE(IN[X])

- E.g., estimar P(Rain|Sprinkler=true) utilizando 100 amostras
- 27 amostras tém Sprinkler =true
- Destas, 8 tém Rain=true e 19 tém Rain=false.

« P(Rain|Sprinkler =true) = Normalize({8,19)) = (0.296,0.704)



Analise da amostragem por rejeicao

13()( | e) =N, (X,e) (defini¢do do algoritmo)
=N, (X,e)/NPS (e) (normalizado por NV (e))
~ P(X ,e) / P(e) (propriedade de PriorSample)
-P(X|e) (defini¢do de probabilidade condicional)

Logo, amostragem por rejeigao devolve estimativas consistentes da
probabilidade a posteriori

Problema: terrivelmente ineficiente se P(e) € pequeno
P(e) diminui exponencialmente com o numero de variaveis evidéncial

Este método € semelhante aos procedimentos empiricos de
estimativa Sestimagéo de probabilidades condicionais diretamente do
mundo real):

E.g. Para estimar P(Rain|RedskyAtNight=true) basta contar a frequéncia
com que chove quando na véspera esteve um céu avermelhado, ignorando os
casos em que o0 céu nao esteve dessa cor. Pode demorar muito tempo pois o
cé,ut rgramente esta avermelhado, sendo esta uma das fraquezas deste
método.



Pesagem por verosimilhanca

- Ideia: fixar variaveis evidéncia, amostrar apenas as outras variaveis, e pesar
cada amostra pela verosimilnanca de acordo com a evidéncia

function LIKELIHOOD-WEIGHTING(X, e, bn, N) returns an estimate of P(X|e)
local variables: W, a vector of weighted counts over X, initially zero

for j=1to Ndo

X, w < WEIGHTED-SAMPLE(bn)

W (z| «— W[z] + w where z is the value of X in x
return NORMALIZE(W[X])

function WEIGHTED-SAMPLE(bn, €) returns an event and a weight

X «<— an event with n elements; w1
for :1=1ton do
if X; has a value z; in e
then w«— w x P(X;= x; | parents(X;))
else z; < a random sample from P(X; | parents(X;))
return x, w




Exemplo de pesagem por verosimilhanca

- Estimar P(Rain|Sprinkler=true, WetGrass=true)

C |P(SIC)
T | .10
F | .50

HQ

C |PRIC)
T | .80
F | .20

S RHWSm
T T

T F .%
F T| .90
F F| .01




Exemplo de pesagem por verosimilhanca

- Estimar P(Rain|Sprinkler=true, WetGrass=true)

1.0

C |P(SIC)
T | .10
F | .50

HQ

C |PRIC)
T | .80
F | .20

S RHWSm
T T| 9

T F .%
F T| .90
F F| .01




Exemplo de pesagem por verosimilhanca

- Estimar P(Rain|Sprinkler=true, WetGrass=true)

C |P(SIC)
T | .10
F | .50

HQ

C |PRIC)
T | .80
F | .20

S RHWSm
T T

T F .%
F T| .90
F F| .01




Exemplo de pesagem por verosimilhanca

- Estimar P(Rain|Sprinkler=true, WetGrass=true)

w = 1.0x0.1

C |P(SIC)
T | .10
F | .50

HQ

C |PRIC)
T | .80
F | .20
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Exemplo de pesagem por verosimilhanca

- Estimar P(Rain|Sprinkler=true, WetGrass=true)
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Exemplo de pesagem por verosimilhanca

- Estimar P(Rain|Sprinkler=true, WetGrass=true)

C |P(SIC)
T | .10
F | .50

w = 1.0x0.1x0.99=0.099

P(C)
50

C |PRIC)
T | .80
F | .20

S R I[P(WIS,R)
T T 99
T F 90
F T 90
F F 01




Analise de pesagem por verosimilhanca

Probabilidade de amostragem de WeightedSample é

S, (Z,e) = H;P(zl. | ParentS(Zi))

Nota: entra em conta apenas com a evidéncia dos antecessores
Algures “entre” a distribuicdo a priori e a a posteriori

Peso para uma dada amostra z, e €

w(z.e)= HZIP(eZ. | ParentS(El.)) @’@

Probabilidade de amostragem pesada €

S, (z,e)w(z,e) = H;P(zi | ParentS(Zl.))n:P(ei | ParentS(Ei))

= P(z,e) (pela semantica global da rede)

Portanto a pesagem por verosimilhancga retorna estimativas consistentes.
Mais eficiente do que amostragem por rejeicao, pois usa todas as amostras

Mas o desempenho continua a degradar-se com muitas variaveis evidéncia porque
algumas (poucas) amostras tém quase todo o peso



S
Markov Chain Monte Carlo (MCMC)

- “Estado” da rede = atribuigcao corrente a todas as variaveis.

- Gerar o estado seguinte amostrando uma variavel dado a sua cobertura de
Markov (Markov blanket)

- Altera-se uma variavel de cada vez, por amostragem, mantendo a evidéncia.

function MCMC-ASK(X, e, bn, N) returns an estimate of P(X|e)
local variables: N|[X], a vector of counts over X, initially zero
7, the nonevidence variables in bn
X, the current state of the network, initially copied from e

initialize x with random values for the variables in Y
for j=1to Ndo
for each Z; in Z do
sample the value of Z; in x from P(Z;|mb(Z;))
given the values of M B(Z;) in x
N[z] < N[z] + 1 where z is the value of X in x
return NORMALIZE(N|[X])

- Pode-se também escolher aleatoriamente a variavel a amostrar



A cadelia de Markov

- Com Sprinkler =true, WetGrass=true, existem quatro estados:

G
a6

- Vagueia durante algum tempo, efectua a média do que observa



L
MCMC: exemplo

- Estimar P(Rain|Sprinkler =true, WetGrass=true)
- Amostrar Cloudy ou Rain dado o seu Markov blanket, repetir.

- Contar o numero de vezes que Rain € verdadeiro e falso nas
amostras.

- E.g., visita 100 estados, 31 tem Rain=true, 69 tem Rain=false

- P(Rain|Sprinkler =true, WetGrass=true) = Normalize({31,69)) = <0.31,0.69)

- Teorema: cadeia aproxima-se da distribuicao estacionaria: a fracao
de tempo gasto em cada espaco € exactamente proporcional a sua
probabilidade a posteriori



Amostragem da Cobertura de Markov

- Cobertura de Markov de cioudy €é: Cloud
- Sprinkler € Rain ’@
- Cobertura de Markov de rain €:

« Cloudy, Sprinkler, € WetGrass

- Probabilidade dada a Cobertura de Markov (MB) é obtida
COMmo se segue:

P(x/| MB(X,)) = P(x! | Parents(X,)|[ | z, | Parents(Z.))

z; EChildren(Xi) P (
- Problemas computacionais principais:

- Dificuldade em detectar que se atingiu a convergéncia

- Pode ser dispendioso se Cobertura de Markov € grande:
« P(X,|MB(X,)) nao varia muito



e
Sumario

- Inferéncia exacta por eliminacao de variaveis:
- tempo polinomial em polytrees, NP-dificil em grafos arbitrarios
- espaco = tempo, muito sensivel a topologia
- Inferéncia aproximada por PV, MCMC:
- PV comporta-se mal quando existe muita evidéncia
- PV, MCMC geralmente insensiveis a topologia

- Convergéncia pode ser muito lenta com probabilidades perto de 0
ou 1

- Pode tratar combinacOes arbitrarias de variaveis discretas e
continuas



